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тей // Труды СПИИРАН. Вып. 4. — СПб.: Наука, 2007. 
Аннотация. Рассмотрены различные математические модели, архитектуры и методы обу-
чения, самоорганизации и минимизации сложности гетерогенных полиномиальных нейрон-
ных сетей (ПНС) в задачах векторного (расширенного) распознавания образов, классифика-
ции данных и диагностики состояний. Получены конструктивные оценки степени гетеро-
генности и параллелизма в процессе автономного принятия классифицирующих решений с 
помощью ПНС различных типов. Показано, что параллелизм, самоорганизация и робаст-
ность гетерогенных ПНС могут значительно возрасти при коллективном (мульти-
агентном) решении сложных задач распознавания образов, анализа изображений, разверну-
той (векторной) диагностики состояний и адаптивной маршрутизации информационных 
потоков. — Библ. 14 назв. 
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Proceedings. Issue 4. — SPb.: Nauka, 2007. 
Abstract. We consider different mathematical models, architectures and methods for learning, self-
organization and minimization of complexity for heterogeneous polynomial neural networks (PNN) in 
problems of vector (widened) pattern recognition, data classification and diagnostics of states. Con-
structive estimates for the heterogeneity index and parallelism in the process of autonomous classify-
ing decision making with the use of PNNs of different kinds are obtained. It is shown that the parallel-
ism, self-organization, and robustness of heterogeneous PNNs can significantly increase in group 
(multiagent) solutions of difficult problems in pattern recognition, image analysis, large-scale (vector) 
diagnostics of states, and adaptive routing of data flows. — Bibl. 14 items. 

 
1. Введение 
 

Нейронные сети (НС) и нейросетевые технологии являются одним из наи-
более эффективных средств массового распараллеливания и ускорения про-
цессов обработки и передачи потоков данных в задачах распознавания обра-
зов, классификации данных и диагностики состояний. Естественным прототи-
пом искусственных НС является биологический мозг и центральная нервная 
система человека и животных как сложная гетерогенная нейронная сеть, обес-
печивающая высокую степень параллелизма, адаптации, самоорганизации и 
робастности при решении различных интеллектуальных задач (представление 
знаний, распознавание образов, классификация данных, поиск закономерно-
стей, анализ изображений, диагностика состояний, прогнозирование явлений и 
т.п.). Возможности искусственных и биологических НС могут значительно рас-
шириться при коллективном (мультиагентном) решении сложных интеллекту-
альных задач. 
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2. Архитектура и принципы построения гетерогенных полино-
миальных нейронных сетей 
 

Высокая сложность и размерность многих задач распознавания образов, 
классификации данных, анализа изображений и диагностики состояний, а также 
часто возникающая необходимость их решения в реальном времени требуют 
массового параллелизма и самоорганизации распределённых вычислений на 
базе НС. С этой точки зрения особый интерес и дополнительные возможности 
представляют гетерогенные полиномиальные нейронные сети (ПНС) с самоор-
ганизующейся архитектурой и их разновидности, предложенные в работах [1–
9].  

Основные идеи, математические модели, методы оптимизации, алгоритмы 
обучения и принципы самоорганизации гетерогенных ПНС были предложены 
сначала в [1–3], а затем развиты в [4–9]. К ним прежде всего относятся сле-
дующие: 
- архитектура ПНС гетерогенна и многослойна;  
- наличие слоя полиномиальных нейронных элементов (П-нейронов); 
- возможность обучения и адаптации ПНС к обучающим базам данных (БД); 
- целесообразность самоорганизации архитектуры ПНС различных типов в про-
цессе обучения; 
- детерминированные, логические и вероятностные методы обучения и самоор-
ганизации гетерогенных ПНС; 
- принцип высокой экстраполяции (экстраполирующей силы) гетерогенных ПНС; 
- алгебраическое требование диофантовости (целочисленность синаптических 
весов) гетерогенных ПНС.  

В процессе дальнейшего развития теории гетерогенных ПНС были пред-
ложены модели многозначных нейронных элементов (М-нейронов) и связанных 
с ними конъюнктивных, полиномиальных, дизъюнктивных и суммирующих ней-
ронных элементов (МК-, МП-, МД- и МΣ-нейронов), а также новые разновидно-
сти гетрогенных ПНС (генно-нейронные сети, квантовые нейронные сети, муль-
ти-агентные ПНС и т.п.), описанные в [4–14]. 

В настоящей статье анализируются гетерогенность архитектуры, возмож-
ности самоорганизации распределённых вычислений и степень параллелизма 
ПНС различных типов, предназначенных для распознавания образов, диагно-
стики состояний и решения других интеллектуальных задач (data mining, knowl-
edge discovery и т.п.). Полученные теоретические (априорные) оценки степени 
параллелизма и самоорганизации гетерогенных ПНС подтверждаются экспери-
ментальными результатами решения прикладных задач. Значительный интерес 
представляют также новые проблемы алгоритмы принятия коллективных 
(мульти-агентных) решений на базе гетерогенных ПНС. 
 
3. Обобщенная постановка задач распознавания, классифика-
ции и идентификации образов 

 
ПНС с гетерогенной архитектурой предназначены для решения сложных 

интеллектуальных задач. Примерами таких задач могут служить задачи распо-
знавания образов, классификации данных, диагностики состояний, идентифи-
кации объектов, поиска и представления знаний и т.п. Обычно эти задачи фор-
мулируются следующим образом. 
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Пусть задано конечное множество объектов { } Ω=ω  и существует (но не-
известно) его разбиение на K  непустых подмножеств (классов) вида 

∅=Ω∩Ω∅≠ΩΩ=Ω
=

jkkk
K

k
U ,,

1
jk ≠при . (1) 

Это означает, что существует неизвестная классифицирующая функция 
R(ω), ставящая в соответствие каждому объекту Ω∈ω  номер класса , к кото-
рому он принадлежит, т.е. 

k

.,...,2,1,,)( KkkR k =Ω∈ω=ω  (2) 

Кроме того, существует множество неизвестных идентифицирующих 
функций вида 

⎩
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−
Ω∈ω

=ω
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kR  (3) 

являющихся характеристическими функциями классов ,,,...2,1, Kmkk =Ω   кото-
рые отделяют все объекты kΩ∈ω от остальных. 

 Предположим, что имеется некоторая измерительная система (датчики 
информации, сенсоры, измерительные приборы и т.п.), которая в результате 
измерения свойств или определения характеристик любого объекта  од-
нозначно ставит в соответствие объекту 

Ω∈ω
ω  его информационное описание в ви-

де вектора исходных признаков n
iix 1)()(x =ω=ω . Тогда векторная функция 

nR→Ω:x  
определяет отображение множества объектов Ω  в -мерное пространство 
признаков . Это отображение порождает разбиение описаний объектов в 
пространстве признаков  на классы (образы) вида 

n
nR

nR .,...,2,1),( KkхX kk =Ω=  

Отображение  будем называть корректным или информатив-
ным, если выполняются следующие условия: 

nR→Ω:x

1) )()(то),()(если jiji RRxx ω=ωω=ω , (4)

т.е. объекты  iω и  с одинаковым описанием принадлежат одному классу, jω

2) )()(то),()(если jiji xxRR ω≠ωω≠ω , (5)

т.е. объектам iω и jω  из разных классов соответствуют различные описания. 

Таким образом, корректное отображение объектов в пространство призна-
ков не приводит к потере информации о классах (образах). Это информативное 
отображение определяет следующее разбиение описаний объектов на классы 
(образы) 
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1
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 Из соотношений (1) – (6) следует, что если kΩ∈ω , то , и наобо-
рот. В том случае, когда 

kXx ∈ω)(
Χ>Ω , корректное (информативное) отображение 

 является сжимающим. kXx ∈ω)(

Будем считать, что отображение  является информативным и, 
возможно, сжимающим. Тогда задачи классификации и идентификации образов 
сводятся к восстановлению (определению) неизвестных решающих функций 
вида (2) и (3). При этом единственной доступной информацией о классах (1) 
являются табличные базы данных вида 

nR→Ω:x

{ } или)(),(x 1
m
hhh R =ωω  { } , m

hhKhhh RRR 121 )(),...,(),(),(x =ωωωω (7) 

называемые обучающей выборкой.  
Мощность этой выборки  должна быть достаточно большой, т.е. 

множество (7) должно быть репрезентативным. Поэтому будем предполагать, 
что множество (7) содержит достаточную информацию об априорном разбие-
нии объектов (1) и их описании (6) на классы (образы). В частности, важно, что-
бы обучающее множество (7) было полным, т.е. содержало хотя бы по одному 
объекту из каждого класса, и непротиворечивым, т.е. не содержало одинаковых 
описаний, относящихся к объектам из разных классов. 

Km ≥

Наряду с классическими задачами классификации и идентификации обра-
зов с помощью скалярных решающих функций вида (2) и (3), значительный ин-
терес для практики представляет их обобщение на случай векторного распо-
знавания образов и расширенной диагностики состояний. Примером таких за-
дач могут служить сложные задачи медицинской диагностики, когда требуется 
для каждого больного  с вектором симптомов признаков  определить 
не только диагноз, т.е. класс заболеваний 

Ω∈ω )(ωx

kΩ , к которому он относится, но и 
дать его «расшифровку», т.е. найти ряд уточняющих и детализирующих харак-
теристик в виде вектора 

,)()(
1

q
jjzz
=

ω=ω  (8) 

где  — многозначные предикаты, принимающие целочисленные значения 

в интервале . 

)(ωjz

],0[ jp
 Формально развернутый (детализирующий) диагноз можно представить в 
виде  -мерного вектора )1( +q

,)(),...,(),(),()( 21 ωωωω=ω qzzzRL  (9) 

Компонентами этого вектора является классифицирующий предикат )(ωR  
с целочисленными значениями (кодами) основного диагноза из интервала 

 и детализирующие этот диагноз дополнительные многозначные пре-
дикаты ,  каждому из которых можно поставить в соответствие 
локальную «расшифровку» основного диагноза на естественном языке. 

],...,2,1[ K
)(ωjz ,,...,2,1 qj =

При обобщенном векторном распознавании образов главный предикат 
описывает априорное разбиение множества )(ωR Ω  на классы (1), а дополни-

тельные предикаты  определяют разбиение каждого класса  на под-
классы вида 

)(ωjz kΩ
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Предикаты )(ωR  и заранее неизвестны. Однако известны из значения 
на обучающей выборке вида 

)(ωjz

{ } .)(),...,(),(),(),(x 121
m
hhqhhhh zzzR
=

ωωωωω  (11) 

По этим данным требуется восстановить (определить) неизвестную век-
тор-функцию (9) и ее компоненты (2) и (8).  

Некоторые методы решения этой обобщенной задачи векторного (расши-
ренного) распознавания образов на базе обучения и самоорганизации гетеро-
генных ПНС предложено в работах [11–13]. 
 
4. Нейросетевые архитектуры и алгоритмы 

 
В настоящее время известно много математических и эвристических под-

ходов к решению сформулированных задач скалярного распознавания, клас-
сификации и идентификации образов. Среди них важную роль играют нейросе-
тевые подходы, основанные на синтезе различных моделей (архитектур) и ал-
горитмов обучения НС для распознавания образов и диагностики состояний. 

Однако во многих случаях эти НС (например, перцептроны) имеют гомо-
генную архитектуру. При этом заранее не известно, какое число слоёв и нейро-
элементов необходимо для решения задачи. Алгоритмы обучения таких гомо-
генных НС не всегда сходятся к решению задачи за конечное число шагов.  

Примерами гомогенных НС могут служить однослойные НС Хопфилда или 
Хемминга или многослойные перцептроны, использующие пороговые или сиг-
моидальные нейроэлементы. Популярные сегодня градиентные алгоритмы 
обучения гомогенных НС типа Backpropagation и его модификации (Quick 
propagation, Rpro и т.п.) медленно сходятся или вообще не приводят к решению 
задачи за конечное время. 

Описываемые ниже гетерогенные ПНС различных типов являются эффек-
тивным средством восстановления (определения) неизвестных классифици-
рующих и идентифицирующих функций (2) и (3) по обучающим базам данных 
(7) и их реализации на базе ПНС с самоорганизующейся архитектурой мини-
мальной сложности. В основе теории этих гетерогенных ПНС лежат идеи и 
принципы, сформулированные выше, а также ранее в работах  [1–9]. 

Предлагаемые гетерогенные ПНС позволяют также решать обобщенные 
задачи векторного распознавания и описания образов, т.е. восстанавливать 
(определять) неизвестные векторные решающие функции (9) по расширенным 
обучающим выборкам вида (11).  

Кроме того, они могут успешно использоваться в качестве нейросетевых 
агентов при коллективном (мультиагентном) решении сложных (глобальных) 
задач распознавания образов, расширенной (векторной) диагностики состояний 
и адаптивной маршрутизации информационных потоков [7 –14]. 
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5. Гетерогенность, параллелизм и самоорганизация порогово-
полиномиальных нейронных сетей 

 
Архитектура ПНС гетерогенна и представляет собой последовательность 

нескольких однородных слоев параллельно работающих нейроэлементов (НЭ) 
различных типов. В различных слоях гетерогенной ППС могут использоваться 
разные НЭ, но каждый слой (подмножество НЭ) является однородным (гомо-
генным). При этом обработка информации в каждом слое НЭ осуществляется 
параллельно. 

Каналы связи между предыдущим и последующим слоями гетерогенной 
ПНС являются однонаправленными (односторонними) и имеют регулируемые 
веса (синаптические параметры). Эти веса каналов связи настраиваются в про-
цессе обучения и самоорганизации  архитектуры ПНС по имеющимся экспери-
ментальным данным или прецедентам вида (7), называемым обучающей базой 
данных (ОБД).  

Опишем формально гетерогенную архитектуру трёхслойной порогово-
полиномиальной нейронной сети (ППНС) [1-4] и рассмотрим принципы ее само-
организации.  

Первый слой ППНС состоит из  пороговых нейроэлементов (НЭ), на вход 
которых параллельно поступают сигналы 

n
)(),...,(1 ωω nyy , характеризующие раз-

личные свойства объекта , а на выходе формируется вектор двоичных сигна-
лов (бинарный код) 

ω
n
iiхx 1)( ==ω , где ),...,( 1 nii yyxx = . Этот бинарный код явля-

ется выходом НЭ первого слоя ППНС.  
На входы каждого «ассоциативного» НЭ второго слоя поступает вектор 
 бинарных сигналов с «рецепторных» (кодирующих) пороговых НЭ первого 

слоя. Эти «ассоциативные» НЭ реализуют полиномиальные преобразования 
)(ωx

)(xai  входных сигналов и называются П-нейронами или мультипликативными 
НЭ. Выходом второго слоя ППНС является вектор двоичных сигналов  

,)()(
1

N
jj xaxa
=

= .,...,1,)())((
)(

1
mjyxya

ji yxn

i
ij ==∏

=

x  (12) 

Здесь  – число элементов (мощность) ОБД, определяющее оценку свер-
ху на число 

m
N  необходимых полиномиальных НЭ второго слоя ППНС, т.е. 

.KNm ≥≥   
Третий слой ППНС состоит из «решающих» пороговых НЭ, на вход кото-

рых поступает вектор выходных сигналов )(xai  полиномиальных НЭ второго 
слоя. Затем эти сигналы умножаются на синаптические веса iu , суммируются и 
преобразуются в выходные сигналы НЭ третьего слоя в виде суперпозиций 
функций 

K,1,)),(((()(
1

, …=ω=ω ∑
=

kyausignR j

N

j
jkk x  (13) 

 
где  – настраиваемые синаптические параметры, а  — число непересе-
кающихся классов (образов).  

jku , K
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Каждая решающая (идентифицирующая) функция )(ωkR  вида (8) является 
характеристической функцией -го класса. Поэтому она отделяет объекты -
го класса от остальных. Множество таких идентифицирующих функций (8) ре-
шает задачу классификации образов. 

k k

Принцип самоорганизации ППНС с гетерогенной архитектурой заключает-
ся в построении «ассоциативных» полиномов )(xai непосредственно по обу-
чающей базе данных (ОБД) (7) в виде одночленов [1–3] 

Чтобы минимизировать сложность ППНС, нужно найти в идентифицирую-

щих функциях вида (8) векторы синаптических параметров 
N
jjkk uu

1, =
=  с мак-

симальным числом нулевых компонент. Это приводит к автоматической ликви-
дации неинформативных (избыточных) синаптических связей в гетерогенной 
ППНС без потери точности принимаемых решений на ОБД (7).  

Быстрые рекуррентные алгоритмы обучения и минимизации сложности ге-
терогенной ППНС были предложены в [1–4]. Они осуществляют отображение 
ОБД вида (7) на множество синаптических параметров пороговых НЭ третьего 
слоя ППНС, причём число шагов алгоритма обучения mr ≤ . 

Степень параллелизма при распознавании и идентификации образов оп-
ределяется тем, что принятие решений осуществляется ППНС за 3 такта одно-
временных вычислений в каждом слое НЭ независимо от размерности решае-
мой задачи . kmnD ××=

Самоорганизация ППНС обеспечивается тем, что НЭ второго слоя форми-
руются, согласно (9), непосредственно по ОБД (7). 

Гетерогенность архитектуры ППНС определяется тем, что первый и тре-
тий слои состоят из пороговых НЭ, а второй слой – только из полиномиальных 
НЭ. 
 
6. Гетерогенность, параллелизм и самоорганизация диофанто-
вых и сплайновых нейронных сетей 

 
Гетерогенные ПНС с многозначными входами-предикатами и целочислен-

ными синаптическими параметрами называются диофантовыми НС [1,5]. При-
мерами диофантовых НС  с самоорганизующейся архитектурой, могут служить 
гетерогенные ПНС, предложенные в [1–3].  

Рассмотрим другой класс диофантовых НС. Гетерогенность их архитекту-
ры определяется использованием слоёв, состоящих из полиномиальных или 
сплайновых НЭ. 

Первый слой диофантовой НС состоит из пороговых НЭ. Выходом первого 
слоя НЭ является двоичный образ (описание) )(ωx  объекта ω .  

НЭ второго слоя кодируют двоичные образы )(ωx  натуральными числами 
вида 

( ) ( ) .2
1
∑
=

−⋅ω=ω
n

i

in
ixd  (14) 

Для упрощения алгоритмов обучения и самоорганизации гетерогенной ар-
хитектуры диофантовой НС построим НЭ третьего слоя в виде ортогональных 
полиномов (одночленов) вида 
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m

hj
h

j ddddda
k

 (15) 

Другие способы построения НЭ третьего слоя предложены в [5]. 
Четвёртый слой гетерогенной диофантовой НС состоит из «решающих» 

пороговых НЭ с синаптическими параметрами, настраиваемыми по ОБД (7) со-
гласно быстрым алгоритмам обучения, предложенным в [5]. 

Описанные диофантовые НС целесообразно применять на сравнительно 
коротких ОБД вида (7). Чтобы ослабить это ограничение, рассмотрим гетеро-
генные сплайновые НС. 

Сплайновые НС основаны на кусочно-полиномиальной или сплайновой 
аппроксимации решающих (идентифицирующих) функций вида (8). Идея состо-
ит в синтезе НЭ по ОБД (7) в виде независимых друг от друга полиномов или  
сплайнов на каждой паре натуральных чисел )}(),({ 1+ωω ii dd  и их коммутации 
по определённым правилам в четвертом слое НС, состоящем из пороговых НЭ 
с настраиваемыми по ОБД (7) синаптическими параметрами [5].  

Синтезированные диофантовые и сплайновые НС имеют четырёхслойную 
гетерогенную архитектуру, описываемую суперпозицией параллельных преоб-
разований в каждом слое НЭ.  

Самоорганизация и минимизация сложности гетерогенной архитектуры та-
ких НС обеспечиваются самонастройкой полиномиальных и сплайновых НЭ 
второго и третьего слоев (например, вида (10) и (11)) и быстрыми алгоритмами 
обучения пороговых НЭ четвертого слоя, требующими только однократного ис-
пользования ОБД вида (7), т.е. mr ≤ .  

При распознавании образов и диагностике состояний принятие решений с 
помощью описанных диофантовой или сплайновой ПНС осуществляется за 4 
такта параллельных вычислений в каждом слое НЭ независимо от размерности 
задачи .  KmnD ××=

Гетерогенность архитектуры диофантовых и сплайновых НС определяется 
тем, что первый и четвертый слой состоят из пороговых НЭ, а второй и третий 
слой включают полиномиальные или сплайновые НЭ. 
 
7. Гетерогенность, параллелизм и самоорганизация распо-
знающих полиномиальных нейронных сетей 

 
Рассмотрим четырёхслойную ПНС, предназначенную для распознавания 

образов или решения подобных интеллектуальных задач. 
Первый слой этой ПНС состоит из функциональных НЭ (F–элементов) 

))(( ii ,yF γω  с синаптическими параметрами iγ .  
Второй слой этой гетерогенной ПНС состоит из полиномиальных НЭ (П-

элементов) вида  

),)(()(
I

j i
i

i ,yFa
j

γω=ω ∏
∈

 (16) 

где  при 0)( =γy,F γ<y  и 0)( ≠γγ,F  [6,9]. 
Третий слой ПНС состоит из одного суммирующего НЭ (Σ –нейрона). 
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Четвёртый слой ПНС состоит из одного многозначного НЭ (M -нейрона), 
описываемого -значным предикатом , принимающим значения и 
определяющим принадлежность объекта 

K M K,...,2,1  
ω  к одному из классов Ω . k

Четырёхслойная архитектура ПНС реализует следующее последователь-
но-параллельное преобразование вектора входных сигналов  в выходной 
целочисленный сигнал  вида 

)(ωy
),,( γω uR

)),,)(((),,(
1

0 i

N

j i
ij

j

yFuuMuR γω+=γω ∑ ∏
= ∈J

 
(17) 

определяющий номер класса , к которому будет отнесён распознанный объ-
ект .  

k
ω
Задачи обучения, минимизации сложности и самоорганизации гетероген-

ных классифицирующих ПНС с аналитическим описанием вида (16),(17) заклю-
чаются в определении скалярных функций iFy,  и векторов cинаптических па-

раметров jI
ii 1=γ=γ  и N

jiuu 1== по ОБД (7) таким образом, чтобы обеспечива-

лась не только безошибочная классификация объектов из ОБД (7), но и других 
распознаваемых (контрольных) объектов.  

Для решения этой задачи нужно конструктивно задать функциональные 
НЭ ),( ji yF γ  и векторы синаптических параметров  и  c возможно меньшим 
числом ненулевых компонент [5–7].  

γ u

Степень параллелизма в классифицирующих ПНС, описываемых много-
значным предикатом (17) определяется тем, что распознавание образов, клас-
сификация данных или диагностика состояний осуществляются за 4 такта па-
раллельных вычислений в НЭ разных слоев независимо от сложности решае-
мой задачи . KmnD ××=

Гетерогенность архитектуры этих ПНС характеризуется тем, что первый 
слой состоит из функциональных НЭ, второй слой включает полиномиальные 
НЭ, а третий и четвертый слои содержат по одному суммирующему и много-
значному НЭ. 
 
8. Гетерогенность и параллелизм в геннонейронных сетях с са-
моорганизующейся архитектурой 

 
Пусть имеется популяция { } Ω=ω  особей ω , каждая из которых может при-

надлежать одному из  образов (классов) согласно разбиению (1). Особь K ω  
характеризуется набором признаков )(ωx , которые принимают значения, соот-
ветствующие одному из дискретных состояний генов )(ωix . При этом состояния 
каждого гена описываются многозначным предикатом. 

Вектор n
iixx 1)()( =ω=ω состояний генов назовём хромосомой (локальное 

описание) особи . Будем говорить, что две особи имеют одинаковый генотип, 
если у них совпадают состояния всех генов, т.е. 

ω

hjnixx hiji ≠=∀ω=ω ,,...,2,1),()( . (18) 
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Множество хромосом образует класс генотипов, соответствующих некото-
рому генетическому образу с характеристической функцией  вида (3).  )(ωkR

Задачи генетического описания и распознавания образов сводятся к ап-
проксимации неизвестных функций )(ωR , )(ωkR по генетическим (целочислен-
ным) ОБД вида (7). Для решения этих задач можно использовать трёхслойную 
гетерогенную геннонейронную сеть (ГНС) полиномиального типа, описанную в 
[7].  

Обученные ГНС обеспечивают массовый параллелизм при обработке ге-
нетических данных, а именно принятие оптимальных решений при распознава-
нии образов или диагностике состояний осуществляется в ГНС за 3 такта па-
раллельных вычислений в НЭ каждого слоя независимо от размерности задачи 

. KmnD ××=
Гетерогенность архитектуры ГНС проявляется в том, что первый и третий 

слои состоят из пороговых НЭ, а второй слой содержит полиномиальные НЭ. 
Другой метод обучения и самоорганизации многослойных ГНС основан на 

логико-вероятностных генетических алгоритмах селекции информативных ге-
нов и конъюнктивных НЭ ( -нейронов) вида  K

,,...,1,&)( )(

1
mja ji

i

n

i
n
j =ξ=ω

ωξ

=
 (19)

а также на логико-вероятностных решающих (идентифицирующих) правилах 
импликативного типа 

....1,)}()({ 11 nrrPa N
N
ik

P
r k

j
<≤≤≤ω→ω =  (20) 

Здесь  — максимальная апостериорная вероятность принадлежности 
особи ω  -му классу , оцененная по ОБД вида (7).  

kP
k kΩ

Синтезированные генетические решающие (идентифицирующие) правила 
в случае, когда i -й ген может иметь только два состояния, можно представить в 
виде многослойной ГНС минимальной сложности, представляющей собой би-
нарное «дерево решений». Ветвям этого дерева соответствует K-нейроны вида 
(19), а листьям - номера классов генотипов [3,7].  

В работах [7 –9] представлено обобщение описанных ГНС на случай, когда 
каждый ген имеет не два, а произвольное число дискретных состояний, т.е. ген 
описывается многозначным предикатом вида  

{ } .2,,...1,0)( ≥∈ ii llx ω  (21) 

Для увеличения параллелизма и быстродействия в процессе принятия оп-
тимальных (в смысле критерия Байеса) решений описанные многослойные ГНС 
с древовидной архитектурой можно преобразовать в трёхслойные диофанто-
вые ГНС с целочисленными синаптическими весами с помощью методов, опи-
санных в [3,7]. В этом случае распознавание образов или диагностика состоя-
ний произойдет не за Nrr ≤  шагов, согласно (19) и (20), а за 3 такта параллель-
ных целочисленных вычислений в каждом слое НЭ независимо от размерности 
задачи .  KmnD ××=

Гетерогенность архитектуры синтезированной диофантовой ГНС характе-
ризуется тем, что первый и третий слои состоят из пороговых НЭ, а второй слой 
включает конъюнктивные НЭ вида (19). 
 

 
82



Труды СПИИРАН. 2007. Вып. 4. ISSN 2078-9181 (печ.), ISSN 2078-9599 (онлайн)
SPIIRAS Proceedings. 2007. Issue 4. ISSN 2078-9181 (print), ISSN 2078-9599 (online)

www.proceedings.spiiras.nw.ru

9. Параллелизм  и самоорганизация в мультиагентных нейрон-
ных сетях с гомогенной или гетерогенной архитектурой 

 
Традиционно гомогенные или гетерогенные НС используются для авто-

номного принятия решений в задачах распознавания образов, представления 
знаний, диагностики состояний, классификации данных и т.п. По существу эти 
НС являются обучаемыми интеллектуальными агентами, которые настраива-
ются на индивидуальное (одно-агентное) решение конкретных задач по локаль-
ной ОБД вида (7). 

В то же время существует большой класс интеллектуальных задач, тре-
бующих не только индивидуальных (одно-агентных), но и коллективных (муль-
тиагентных) решений. Классическим примером этого могут служить особенно 
сложные и ответственные задачи медицинской диагностики, когда врачи выну-
ждены прибегать к помощи своих коллег для совместной постановки оконча-
тельного диагноза. При этом формируется “консилиум”, т.е. профессиональная 
группа врачей, интегрирующая знания и опыт входящих в нее членов, для кол-
лективного принятия наиболее правильных и сбалансированных диагностиче-
ских решений. 

Другим примером сложных задач, требующих коллективных решений, яв-
ляются глобальные задачи, допускающие естественную (например, иерархиче-
скую или мультифрактальную) декомпозицию на множество локальных задач. В 
этом случае решение сложной (глобальной) задачи может быть распределено 
между интеллектуальными НС-агентами, специализирующимися на решении M 
частных (локальных) задач. Параллельная работа M таких НС-агентов может 
значительно ускорить обработку информации и повысить надежность решения 
общей (глобальной) задачи. 

В роли интеллектуальных агентов могут выступать гомогенные или гетеро-
генные НС различных типов. Однако они должны быть взаимосвязаны с помо-
щью каналов обмена информацией в процессе принятия коллективных реше-
ний. В этом случае можно создать мультиагентную (глобальную) систему обра-
ботки и передачи информации, интегрирующую в себе возможности входящих в 
неё локальных НС как агентов. 

Архитектура таких мультиагентных НС может быть гомогенной или гетеро-
генной. В гомогенной архитектуре в качестве агентов используется гомогенные 
НС одного типа. Например, это могут быть гомогенные НС-агенты типа «пер-
цептрон» или гетерогенные диофантовые ПНС.  

В гетерогенной архитектуре используются НС-агенты различных (смешан-
ных) типов. Например, они могут содержать разные типы гетерогенных ПНС 
или могут иметь специальных агентов-координаторов, организующих целена-
правленную работу локальных НС-агентов. 

Агенты-координаторы могут принимать коллективные (мульти-агентные) 
решения на основе локальных (одно-агентных) решений остальных НС как ав-
тономных агентов с помощью мажоритарных принципов или процедур голосо-
вания (например, по «большинству голосов») [11 – 14]. При этом все локальные 
решения  принимаются  НС-агентами параллельно, что ускоряет принятие 
глобального (коллективного) решения в  раз. 

M
M

В ряде случаев глобальная самоорганизация НС-агентов обеспечивается 
иерархической, фрактальной или мультифрактальной декомпозицией общей 
задачи на  подзадач. При этом степень внешнего (глобального) параллелиз-M
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ма в мультиагентной нейросетевой системе определяется параметром , ха-
рактеризующем одновременную работу  локальных НС-агентов, каждый из 
которых обладает внутренним (локальным) параллелизмом при решении ин-
теллектуальных задач, характеризующимся числом слоев НЭ. 

M
M

Мультиагентное распознавание сложных 2D-изображений или 3D-сцен в 
ряде случаев основывается на их декомпозиции на самоподобные (фракталь-
ные) компоненты и на обучении и самонастройке локальных гетерогенных ПНС 
на распознавание фрагментов по локальным ОБД, характеризующим эти фраг-
менты. В результате внутренней и внешней самоорганизации ПНС как НС-
агентов достигается высокая степень параллелизма в процессе распознавания 
и анализа сложных изображений и сцен. 

Необходимость в использовании НС-агентов и мультиагентных технологий 
возникает в глобальных телекоммуникационных и компьютерных сетях [10]. В 
этом случае НС-агенты обучаются и самоорганизуются по локальным ОБД вида 
(7) и передают по каналам связи накопленные «нейрознания» и «опыт» другим 
НС-агентам. Для эффективного (в частности, оптимального) управления пото-
ками данных между удалёнными сетевыми пользователями как внешними аген-
тами (клиентами) и локальными НС как внутренними агентами целесообразно 
использовать нейросетевые маршрутизаторы потоков данных [10], позволяю-
щие адаптироваться к непредсказуемым изменениям структуры (топологии) и 
параметров глобальных телекоммуникационных и компьютерных сетей в про-
цессе их функционирования в реальном времени. 
 
10. Заключение 

 
Описанные гетерогенные архитектуры и быстрые алгоритмы обучения 

ПНС разных типов обеспечивают высокий параллелизм и самоорганизацию 
нейровычислений в процессе решения многих интеллектуальных задач. Они 
успешно применялись для решения ряда прикладных задач распознавания об-
разов (распознавание кораблей по отраженным радиолокационным сигналам, 
распознавание и адресация деталей на конвейере, классификация дорожных 
ситуаций и т.д.), медицинской диагностики (диагностика и оценка эффективно-
сти лечения артритов, векторная диагностика  и расшифровка гастритов и т.д.), 
прогнозирования явлений (прогнозирование градоопасности облаков и исхода 
черепно-мозговых травм и т.д.) и нейросетевого представления генетического 
кода [1–9, 11, 12]. Модифицированные НС Хопфилда успешно использовались 
для решения задач мультиагентной маршрутизации параллельных потоков 
данных в глобальных телекоммуникационных и компьютерных сетях с пере-
менной структурой [10].  

Мультиагентные нейросетевые технологии на базе гетерогенных диофан-
товых НС и процедур голосования позволили значительно повысить точность и 
робастность векторной (расширенной) диагностики гастритов [12-14]. 

Важное значение для эффективного распознавания образов и диагностики 
состояний в реальном времени представляет тот факт, что аккумулируемые в 
гетерогенных ПНС с самоорганизующейся архитектурой «нейрообразы» и ре-
шающие (классифицирующие и идентифицирующие)  правила обеспечивают 
массовый параллелизм, хорошую экстраполяцию (экстраполирующую силу) и 
высокое быстродействие при принятии оптимальных или субоптимальных ре-
шений.  

 
84



Труды СПИИРАН. 2007. Вып. 4. ISSN 2078-9181 (печ.), ISSN 2078-9599 (онлайн)
SPIIRAS Proceedings. 2007. Issue 4. ISSN 2078-9181 (print), ISSN 2078-9599 (online)

www.proceedings.spiiras.nw.ru

Коллективное (мультиагентное) использование гетерогенных ПНС в каче-
стве нейросетевых агентов позволяет дополнительно распараллелить и рас-
пределить между локальными НС-агентами процессы решения сложных (гло-
бальных) задач распознавания образов, анализа изображений и сцен, расши-
ренной (векторной) диагностики состояний и адаптивной маршрутизации ин-
формационных потоков. 
 Работа выполнена при частичной поддержке грантов по проекту 1.6. Про-
граммы фундаментальных исследований Президиума РАН № 15 “GRID”, проек-
ту Целевой Программы Президиума РАН «Поддержка инноваций», проекту 
Программы Президиума РАН «Фундаментальные науки — медицине» и гранта 
РФФИ № 06-08-01612-а. 
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